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RESUMO

O objetivo deste trabalho é apresentar a nova distribuição odd-log-logística
Burr XII (OLLBXII) que pode ser utilizada para estudar dados de análise de sobrevivência.
A distribuição OLLBXII contém vários casos especiais como as distribuições Burr XII, log-
logística, Weibull, dentre outras. Observa-se que a nova função densidade pode ser expressa
como uma combinação linear da distribuição Burr XII, assim algumas propriedades matemáti-
cas como momentos ordinários e incompletos, além da função geradora de momentos podem
ser calculadas para a nova distribuição a partir da distribuição base. Utilizou-se o método de
máxima verossimilhança para estimar os parâmetros do modelo para dados censurados. Além
disso, realizou-se sucessivas simulações de Monte Carlo, com 3000 repetições, para diferentes
valores dos parâmetros e tamanhos de amostras, com o intuito de estudar a performance da
nova distribuição. Analisou-se também três conjunto de dados com e sem censura, comparando
a nova distribuição com modelos encaixados e não encaixados, anteriormente descritos na li-
teratura. Iniciou-se uma análise de regressão, com as informações necessárias para utilizar o
novo modelo com suporte computacional. Observa-se que todos os estudos realizados tiveram o
intuito de verificar a aplicabilidade e flexibilidade do modelo. A distribuição OLLBXII obteve
um bom desempenho, sendo possível concluir que a nova distribuição pode ser considerada
uma alternativa interessante para a aplicação de dados de sobrevivência.

Palavras-chave: Análise de sobrevivência. Distribuição Burr XII. Distribuição odd-log-logística
Burr XII. Máxima verossimilhança. Regressão.
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ABSTRACT

The aim of this work is to present the new odd-log-logistic Burr XII distribution (OLLBXII)
that can be used to study survival data analysis. The OLLBXII distribution contains several
special cases such as the Burr XII, log-logistic, Weibull distributions, among others. It is ob-
served that the new density function can be expressed as a linear combination of the Burr XII
distribution, then some mathematical properties such as ordinary and incomplete moments, in
addition to the moment generating function can be calculated for the new distribution from the
base distribution. The maximum likelihood method is used to estimate the model parameters for
censored data. Also, successive Monte Carlo simulations are carried out, with 3000 repetitions,
for different parameter values and sample sizes to study the performance of the new distribution.
Three datasets with and without censorship are also analyzed, comparing the new distribution
with nested and non-nested models, previously described in the literature. A regression analysis
is started, with the necessary information to use the new model with computational support. It
is observed that all the studies carried out are intended to verify the applicability and flexibility
of the model. The OLLBXII distribution obtained a good performance, and it is possible to
conclude that the new distribution can be considered an interesting alternative for application in
survival data.

Keywords: Burr XII distribution. Maximum likelihood. Odd-log-logistic Burr XII distribution.
Regression. Survival analysis.
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1 INTRODUÇÃO

As distribuições de probabilidades univariadas são fundamentais para a ci-
ência estatística, sendo uma ferramenta indispensável no desenvolvimento da inferência e dos
métodos estatísticos. Essas distribuições têm sido amplamente utilizadas nas últimas décadas
para ajustar conjuntos de dados em vários campos de pesquisa. No entanto, em muitas áreas
aplicadas como ciências médicas e biológicas, confiabilidade, engenharias, sociologia, epide-
miologia, criminologia, finanças e seguros, existe uma clara necessidade de formas estendidas
dessas distribuições univariadas. Neste sentido, foram realizados grandes avanços para a gene-
ralização de algumas distribuições bem conhecidas e suas aplicações em diversos problemas.
Irving W. Burr em 1942 introduziu um sistema de doze distribuições baseado em generalizações
da equação diferencial de Pearson [9]. A distribuição Burr do tipo XII é uma das soluções dessa
equação diferencial que foi discutida em detalhes no artigo em [9, 38].

A distribuição Burr XII (BXII) é muito utilizada para modelagem de dados
de tempo de vida e fenômenos com taxas de falha monótonas e unimodais. Esse modelo pro-
babilístico possui inúmeras aplicações nas ciências da saúde, agronomia, ciências econômicas
e atuariais. Ao modelar taxas de risco monótonas, as distribuições Weibull e gama podem ser
uma escolha inicial por causa de suas formas de densidade assimétricas. No entanto, elas não
fornecem um ajuste razoável para taxas de falha não monótonas, como as formas de banheira
e unimodal, que são comuns em estudos de confiabilidade e nas ciências biológicas. Para mais
detalhes, ver [50] e [51]. Além disso, a função de distribuição acumulada (fda) da distribui-
ção BXII tem forma fechada e, por esta razão, os cálculos da função de verossimilhança são
matematicamente tratáveis para dados censurados. Devido à flexibilidade da distribuição BXII
em acomodar os formatos unimodal e monótono da função de risco, é considerado um modelo
importante em uma variedade de problemas em análise de sobrevivência e estudos de confiabi-
lidade.

No contexto das distribuições generalizadas, a distribuição BXII tem sido am-
plamente estudada nas últimas décadas por muitos autores como em [50, 51] que introduziram
as distribuições Beta Burr XII (BBXII) e Kumaraswamy Burr XII (KwBXII) com aplicações
para dados censurados usando uma abordagem Bayesiana. Em [3] propuseram a distribuição
exponenciada Burr XII (EBXII) para estudos de confiabilidade. Em [21] foi estudada a distri-
buição Burr XII com sete parâmetros, chamada Burr XII estendida (EB), utilizando o gerador
Marshal-Olkin estendido. Mais recentemente, [4] e [37] trabalharam também com o gerador
estendido Marshal-Olkin baseado na distribuição BXII, em que [4] propuseram a distribuição
Marshall-Olkin estendida Burr tipo XII (MOEBXII), já [37] procuraram explicitar algumas ex-
pressões para encontrar propriedades matemáticas como a função inversa dos momentos. Em
[27] definiu-se o modelo McDonald Burr XII (McBXII) a fim de fornecer mais aplicabilidade
para as funções densidade e taxa de falha. Em [19] foi proposto uma extensão para a Burr XII
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chamada de série de potência Burr XII (BXIISP). A distribuição Poisson exponenciada Burr
XII (Exp-BXIIP) foi proposta em [65] com cinco parâmetros. Em [28] foram estudadas as
extensões das distribuições Zografos-Balakrishnan Burr XII, Ristié-Balakrishnan Burr XII e a
Weibull Burr XII. Em [30] foi estudada uma extensão com quatro parâmetros, a distribuição
Marshal-Olkin Burr XII estendida (GMOBXII). Em [25] foi analisada a extensão Burr XII Burr
XII (BXII-BXII). A distribuição Burr XII modificada foi proposta por [33].

Apesar das distribuições de probabilidade BBXII, KwBXII, EB e McBXII
possuírem entre cinco e sete parâmetros, os quais permitem densidades mais flexíveis do que da
distribuição BXII, suas funções densidade são relativamente complexas e muitas vezes matema-
ticamente intratáveis. Além disso, distribuições com muitos parâmetros (cinco ou mais) podem
ter problemas de identificabilidade e complicações no processo de estimação de parâmetros
usando o método de máxima verossimilhança [55]. Portanto, existe uma necessidade evidente
de novas extensões da distribuição BXII considerando famílias de distribuições de probabili-
dade com menos parâmetros que são flexíveis para acomodar uma ampla variedade de formas
de funções de sobrevivência. Para uma distribuição base arbitrária com fda G(x), em [18] foi
proposta a função de densidade de probabilidade (fdp) e fda da distribuição odd log-logistic-G
(OLL-G) com um parâmetro de forma adicional α > 0. Exceto por algumas escolhas especiais
das funções g(x) eG(x), a função densidade f(x) será difícil de lidar com alguma generalidade.

Observa-se que o fato da sua fda ter um formato fechado é particularmente
útil para análise de dados de sobrevivência com censura. Nota-se que não existem funções es-
peciais em contraste com outros geradores, como a família beta generalizada (Beta-G) [22], que
inclui dois parâmetros extras e também envolve a função beta incompleta, a família McDonald
generalizada (Mc-G) [5], que inclui três parâmetros extras e também envolve a função beta in-
completa e a família Kummer beta generalizada (KB-G) [54], que inclui três parâmetros extras
e envolve a função hipergeométrica confluente.

Nesse contexto, o objetivo deste trabalho, foi definir uma nova distribuição
de probabilidade, pertencente à família de distribuições OLL-G, denominada odd log-logística
Burr XII (OLLBXII). Observa-se que a nova distribuição é muito mais flexível do que a distri-
buição BXII, além de ser um modelo com menos parâmetros, o que a torna mais simples do que
os modelos probabilísticos discutidos anteriormente e ao mesmo tempo permite uma melhor
interpretação além de ampla aplicabilidade.
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2 REVISÃO DE LITERATURA

Este capítulo permeia a revisão dos principais conceitos estudados como, uma
introdução à análise de sobrevivência, algumas estatísticas utilizadas para comparar modelos,
além da família odd log-logística generalizada, a simulação de Monte Carlo, exposição das
características da distribuição Burr XII, modelos de regressão de locação, e por fim, são ressal-
tadas as características do modelo de regressão log-Burr XII.

2.1 ANÁLISE DE SOBREVIVÊNCIA

A análise de sobrevivência, teve um crescimento muito amplo nas últimas dé-
cadas, impulsionada pelo desenvolvimento de computadores mais potentes que permitiram o
processamento de grande volume de dados [13]. A variável resposta para a análise de dados de
sobrevivência é o tempo até o evento de interesse. Desta forma, as distribuições de probabili-
dade com funções densidade assimétrica são muito utilizadas nesse tipo de estudo.

A variável tempo, também chamada de tempo até a falha ou tempo de so-
brevivência, indica qual foi o tempo que um indivíduo sobreviveu durante o período estudado.
Pode se referir a horas, dias, semanas, meses, trimestres, anos, assim como a idade de um indi-
víduo quando um evento ocorreu. Assim, alguns exemplos de tempo de sobrevivência incluem
nascimento até a morte, tempo ao entrar em uma pesquisa clínica até a morte, progressão, cura
ou recidiva da doença, tempo de falha de componentes mecânicos e eletrônicos, tempo até a
aposentadoria, tempo até a migração de um país ao outro [13, 41], etc.

Devido ao crescimento da utilização de análise de sobrevivência, é possível
observar diversas áreas de aplicabilidade como em [13], em que o foco principal do livro é a
área médica, no qual são apresentadas várias aplicações a diversos tipos de dados, como os de
HIV, aleitamento materno, hepatite, leucemia dentre outros.

Em [35] o foco principal são dados atuarias, com a descrição de diversas
distribuições, como Pareto, lognormal e gama. Já [59] evidenciou o modelo de Cox e suas
extensões. Observa-se que [68] utilizou o método de máxima verossimilhança para estimar a
distribuição Burr tipo XII, que será estudada posteriormente neste trabalho.

Quando se trabalha com dados de tempo de vida, em que a observação é dada
pelo acompanhamento de um grupo de pessoas durante um longo período de tempo, pode ocor-
rer que certo indivíduo não continue o acompanhamento, não sendo possível assim, determinar
se o evento de interesse ocorreu. Assim, observa-se que a característica principal de dados de
sobrevivência é a observação parcial da resposta, nesse caso se diz que os dados são censurados.
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2.1.1 Censura

A censura ocorre quando existe alguma informação sobre o tempo de sobre-
vivência, mas não se sabe quando o evento ocorreu ou se ocorreu. Nesse sentido, pode-se dizer
que censura é a observação parcial da resposta. Os dados censurados podem ser classificados
em censura à esquerda, que ocorre quando o tempo de sobrevivência é menor ou igual ao iní-
cio do estudo, ou seja, quando se sabe que o evento ocorreu antes de um tempo especificado;
censura intervalar em que o tempo de sobrevivência está dentro de um intervalo conhecido;
censura à direita acontece quando o evento não ocorre antes do estudo ser finalizado, isto é, ao
acompanhar um indivíduo por certo período e este sair do estudo por qualquer razão que não
seja o evento de interesse, o tempo registrado é considerado censura à direita [13].

Existem três tipos de censura à direita: tipo I, tipo II e aleatória [13, 41, 36].

• Tipo I: O tempo de censura é pré-definido, como por exemplo em um experimento com
animais em que inicia-se em um tempo específico, e todos os animais são acompanhados
até o tempo já especificado para finalizar o estudo, tornando-se censura os animais que
não atingiram o evento de interesse.

• Tipo II: A análise é realizada até um número especificado de eventos. Um exemplo pode
ser no setor industrial em que o tempo até a falha de certo dispositivo é estudado. Assim
quando atingirem um valor n especificado de eventos, o experimento é interrompido.

• Censura aleatória: Como o próprio nome diz é uma censura que ocorre por qualquer ra-
zão. Um exemplo é o paciente desistir e não querer mais ser acompanhado pela pesquisa.
Se a desistência não está atrelada ao fato do paciente estar próximo a morte, então essa
análise pode ser continuada, mas se uma quantidade considerável de pacientes desistem
quando estão perto da morte, então esse tempo de censura pode conter um viés muito
grande.

A Figura 2.1 exibe os três tipos de censura à direita apresentados anterior-
mente. Observa-se que (a) representa uma pesquisa em que o evento de interesse ocorreu em
toda a amostra estudada, em (b) é indicado que o tempo de estudo acabou e algumas observações
não experimentaram o evento de interesse, em (c) assim que o número de eventos estabelecidos
ocorreu o estudo foi finalizado, por fim em (d) a censura é a aleatória, ou seja, por algum motivo
algumas observações saíram do estudo e outras não apresentaram a falha até o estudo acabar.
Como esse tipo de censura é muito comum em análise de dados de tempo de vida, este estudo
tem por escopo censuras à direita não informativas.

2.1.2 Conceitos básicos

SejaX uma variável aleatória contínua (não-negativa) que representa o tempo
de sobrevivência, isto é, o tempo até o evento de interesse ocorrer. Além disso, quando se deseja
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Figura 2.1: Representação dos tipos de censura à direita, em que • representa falha e ◦ a censura.
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representar a censura, C pode ser considerada uma variável aleatória que informa o tempo até
a censura. O indicador de censura é dado por,

δi =

{
1, se Xi ≤ Ci

0, se Xi > Ci,

e as observações são então definidas como xi = min (Xi, Ci), para i = 1, . . . , n. Ao estudar

dados de análise de sobrevivência, uma das principais funções é a função de sobrevivência S(x)

que representa a probabilidade de sobreviver, ou não falhar, até o tempo x especificado, isto é,
a probabilidade da variável aleatória X ser maior que o tempo especificado x. A função S(x) é
representada por

S(x) = P (X ≥ x),

em que 0 < x < ∞, podendo ser reescrita em termos da fda, F (x) = 1− S(x), é interpretada
como sendo a probabilidade de uma observação não sobreviver ao tempo x [13, 61].
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A função de risco ou taxa instantânea de falha, fornece o potencial instantâneo
por unidade de tempo para o evento ocorrer, dado que o evento ocorre [13, 18], e é dada por,

h(x) = lim
∆x→0

P (x ≤ X ≤ x+ ∆x|X ≥ x)

∆x
.

Note que, é possível estabelecer uma relação entre as funções de sobrevivên-
cia e taxa de falha [13, 59], isto é

S(x) = exp

[
−
∫ x

0

h(u)du

]
= exp [−H(x)],

em que H(x) representa a função taxa de falha acumulada, que é a área sob a função de risco no
tempo x. A fdp também pode ser escrita em termos da função de sobrevivência, isto é

f(x) =
d

dx
F (x) = − d

dx
S(x).

Além disso, a função de risco pode ser reescrita a partir da função densidade
[61],

h(x) =
f(x)

S(x)
.

O tempo médio de sobrevivência é definido como o valor esperado, sendo
representado por,

µ = E(X) =

∫ +∞

0

x f(x)dx.

2.1.3 Estimador de Kaplan-Meier

O estimador não paramétrico de Kaplan-Meier (KM) é uma ótima opção,
principalmente quando existe a presença de censura, para estimar a função de sobrevivência
S(x). Também denominado de estimador limite-produto, o estimador de KM, foi desenvol-
vido por Kaplan e Meier em 1958 [34], em que Ŝ(x) é uma função escada, com degraus que
aparecem quando ocorre a falha ou evento de interesse.

Assim, o gráfico de KM é utilizado para expressar o tempo de sobrevivência,
devido a facilidade de incluir censura e é muito utilizado em estudos clínicos e também em
estudos de confiabilidade [13].O estimador de KM é definido por

Ŝ(x) =
∏
j:xj<x

(
nj − dj
nj

)
=
∏
j:xj<x

(
1− dj

nj

)
,

em que, x1, . . . , xk são os k tempos ordenados onde o evento de interesse ocorreu, dj são as
falhas em xj e nj é o número de indivíduos em risco em xj , para j = 1, . . . , k. A Figura 2.2
apresenta um exemplo da aplicação do gráfico de KM para o conjunto de dados kidney obtido
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na biblioteca survival no software R, em que os dados referem-se aos tempos de recorrência
à infecção no ponto de inserção do cateter em pacientes renais usando equipamento de diálise
portátil.

Figura 2.2: Gráfico de Kaplan-Meier para o tempo de recorrência à infecção do conjunto de
dados de câncer no rim, dividido em masculino e feminino.
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Desta forma, são propriedades do estimador de KM [13]: não viciado para
amostras grandes; ser fracamente consistente; convergir assintoticamente a um processo Gaus-
siano e ser um estimador de máxima verossimilhança para S(x).

2.1.4 Função de Verossimilhança

A função de verossimilhança é muito importante em estatística, sendo utili-
zada no processo de estimação de parâmetros. A função de verossimilhança para dados não
censurados é dada por,

L(θ;x1, . . . , xn) =
∏
i∈F

f(xi, θ),

em que, x1, . . . , xn são as realizações de um amostra aleatória, F representa o conjunto de
observações das falhas [13].

Se algumas observações são censuradas, é necessário ajustar a expressão, em
que, quando é observada a falha usa-se a fdp, e para censura à direita é utilizado a função de
sobrevivência, pois tem-se conhecimento da observação mas apenas até um tempo particular
[13]. Assim,
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L(θ;x1, . . . , xn) =
n∏
i=1

f(xi, θ)
δiS(xi, θ)

1−δi =
n∏
i=1

h(xi, θ)
δiS(xi, θ) =

∏
i∈F

f(xi, θ)
∏
i∈C

S(xi, θ),

em que, F representa o conjunto de observações que apresentaram falha e C o conjunto de
observações que apresentaram censura.

2.2 COMPARAÇÃO DE MODELOS

Ao analisar diferentes distribuições, é importante utilizar algum método para
compara-las, em que para as estatísticas utilizadas, o menor resultado é um indicativo de maior
qualidade e simplicidade. Sendo assim, a seguir tem-se as estatísticas que serão utilizadas para
realizar a comparação de distribuições encaixadas ou não.

• Critério de informação de Akaike (AIC), é uma forma de estimar a quantidade de in-
formações que foram perdidas de determinado conjunto de dados quando utiliza-se certo
modelo, assim, seja l o valor máximo do logaritmo da função de verossimilhança e d o
número de parâmetros, a estatística é representada da seguinte forma

AIC = 2l + 2d.

Para mais informações, ver em [2].

• Critério de informação consistente de Akaike (CAIC), leva em consideração o AIC e o
tamanho da amostra n, e é dado por

CAIC = AIC +

[
(2(d+ 2)(d+ 3))

(n− d− 3)

]
.

• Critério de informação de Akaike corrigido (AICc), é utilizado quando o tamanho amos-
tral é muito pequeno, realizando-se uma modificação no AIC e é dada por

AICc = AIC + 2
[d(d+ 1)]

(n− d− 1)
.

• Critério de informação Bayesiano (BIC) leva em consideração l, d e o logaritmo de n, é
representado por

BIC = l + d log(n).

• Estatística de Cramér-Von Mises (W ∗), leva em consideração a variável resposta orde-
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nada z, o tamanho da amostra n, a sequencia de 1 até n dada por i, foi proposto

W 2 =
n∑
i=1

(
z − i− 1

2 ∗ n

)2

+

(
1

12n

)

inicialmente, depois foram feitas algumas alterações e é dados por

W ∗ = W 2

[
1 +

(
0.5

n

)]
.

Para mais informações, ver em [10, 11].

• Estatística de Anderson Darling (A∗), leva em consideração a variável resposta ordenada
z, o tamanho da amostra n, a sequência de 1 até o tamanho da amostra i, e

A2 = −n−
(

1

n

) n∑
i=1

[(2i− 1)(log z) + (2n+ 1− 2i)(log(1− z))]

e é dada por

A∗ = A2

[
1 +

(
0.75

n

)
+

(
2.25

n2

)]
.

Para mais informações, ver em [6, 10].

2.3 FAMÍLIA ODD LOG-LOGÍSTICA

Desenvolver uma nova distribuição baseada em uma já conhecida é uma prá-
tica comum em estatística. Dessa forma, a família odd log-logística pretende agregar flexibili-
dade as distribuições conhecidas e ao mesmo tempo permitir fácil interpretação [18, 57].

2.3.1 Definições

O método da família de distribuições odd log-logística (OLL-G) gera uma
nova distribuição a partir de uma distribuição base G(x), em que acrescenta um novo parâmetro
α > 0, ao modelo existente. Observa-se que o parâmetro α representa, o quociente do loga-
ritmo da distribuição gerada com a distribuição base. Assim, as funções fdp e fda dessa nova
distribuição respectivamente f(x) e F (x) são construídas a partir do novo parâmetro inserido.
Logo, a fdp é dada em (2.1) e a fda em (2.2) [60, 18, 16],

f(x) =
α g(x) {G(x) [1−G(x)]}α−1

{G(x)α + [1−G(x)]α}2 (2.1)

e

F (x) =

∫ G(x)
¯G(x)

0

α tα−1

(1 + tα)2
dt =

G(x)α

G(x)α + Ḡ(x)α
, (2.2)



22

em que α e Ḡ(x) são dados por

α =
log
[
F (x)

F̄ (x)

]
log
[
G(x)

Ḡ(x)

] e Ḡ(x) = 1−G(x).

Além disso, a função de risco da nova distribuição é dada por

h(x) =
α g(x)G(x)α−1

Ḡ(x)
[
G(x)α − Ḡ(x)α

] . (2.3)

Ao obter a nova distribuição da família odd log-logística, é possível simular
dados, por meio da função quantílica, isto é,

x = QG

(
u1/α

(1− u)
1
α + u

1
α

)
,

sendo QG a função quantílica da distribuição base G(x), U uma variável aleatória que segue
distribuição uniforme no intervalo (0,1). Além disso, a função de log-verossimilhança para esta
generalização para γ = (α, ξT )T , em que ξ é um vetor de parâmetros, é dada por,

`(γ) = r logα +
∑
i∈F

log[g(xi; ξ)] + (α− 1)
∑
i∈F

{log[G(xi; ξ)] + log[1−G(xi; ξ)]}

−2
∑
i∈F

{log{G(xi; ξ)α + [1−G(xi; ξ)]α}}+
∑
i∈C

log

{
Ḡ(xi; ξ)α

G(xi; ξ)α + Ḡ(xi; ξ)α

}

em que r representa o número de falhas e g(x) a fdp da distribuição base G. Assim, o vetor
escore U(γ) é encontrado derivando-se `(γ) em relação aos parâmetros.

2.3.2 Estudos Relacionados

Foi proposto por [15] uma generalização da distribuição Weibull, na qual ob-
servou a família odd Weibull, mostrando a relação da fda da distribuição Weibull com sua
inversa, além da aplicação e do cálculo da verossimilhança. Já [26] fizeram uma extensiva
revisão da generalização da família log-logística, além de uma aplicação. A distribuição odd
log-logística Weibull modificada foi proposta por [60] que além de aplicações, obtiveram pro-
priedades matemáticas da distribuição, determinaram a função de máxima verossimilhança e
um estudo de simulação. Observa-se que [16] propuseram a distribuição odd log-logística half-
normal generalizada. Além disso, [18] fizeram uso da família odd-log logística e estudaram as
extensões das distribuições Weibull, Fréchet, half-normal generalizada, log-logística e lognor-
mal. Na mesma linha, [57] propuseram a distribuição odd log-logística gamma generalizada
(OLLGG) obtendo-se propriedades como a função geradora de momentos, momentos ordiná-
rios e incompletos dentre outras.
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2.4 SIMULAÇÃO DE MONTE CARLO

Conhecida devido a mesas de cassino chamadas de mesas de Monte Carlo, é
muito utilizada em estatística para simular dados, como por exemplo, quando o objetivo é com-
preender melhor certa distribuição estudada. Outras áreas como economia, física, engenharia,
área de finanças em geral, dentre outras também utilizam a simulação de Monte Carlo.

Para simular dados utilizando a simulação de Monte Carlo a partir de uma
distribuição definida, é necessário seguir os passos:

• Estabelecer o tamanho da amostra;

• Gerar valores pseudo-aleatórios para a distribuição uniforme, X ∼ U(0, 1);

• Determinar a inversa da fda da distribuição que está sendo estudada;

• Estabelecer os parâmetros da distribuição;

• Encontrar os valores pseudo-aleatórios para a inversa da distribuição;

• Estimar os parâmetros pelo método de máxima verossimilhança;

• Replicar o processo da simulação de Monte Carlo k-vezes;

• Calcular a média e as estatísticas adequadas.

Após [1, 18, 28, 33, 51, 60] proporem suas respectivas distribuições, reali-
zaram estudos de simulação para verificar se o modelo é adequado, ou seja, se conforme o
tamanho da amostra aumenta, mais próximo os parâmetros estimados ficam dos parâmetros
verdadeiros.

2.5 DISTRIBUIÇÃO BURR TIPO XII (BXII)

Irving W. Burr em 1942 propôs um sistema com doze equações diferenciais
[9]. A 12ª distribuição de Burr, abreviada para BXII, é considerada uma distribuição flexível
ao ajustar dados, principalmente devido as funções de risco, sendo comumente utilizada para
estudar dados de sobrevivência [49].

2.5.1 Definições

A fdp da distribuição BXII, com parâmetros de forma c > 0 e k > 0 e
parâmetro de escala s > 0 é denotada por

g(x) = c k s−c
[
1 +

(x
s

)c]−k−1

xc−1, (2.4)
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Figura 2.3: Função densidade de probabilidade para a distribuição BXII.
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em que 0 ≤ x < ∞ [63, 50, 49]. A Figura 2.3 mostra as principais formas que a fdp pode
assumir.

Uma das características da distribuição BXII é que a fda pode ser escrita de
forma fechada, o que facilita na obtenção da função de verossimilhança para dados censurados
(descritos na Seção 2.1.4), e pode ser expressa respectivamente por

G(x) = 1−
[
1 +

(x
s

)c]−k
(2.5)

As funções de sobrevivência e risco correspondentes a variável aleatória X
que segue distribuição BXII são, respectivamente, representadas por

SG(x) =
[
1 +

(x
s

)c]−k
(2.6)

e

hG(x) =
c k
(
x
s

)c−1

s
[
1 +

(
x
s

)c] . (2.7)

Observa-se que a função de risco (2.7) assume as forma decrescente, unimo-
dal e constante, sendo assim, uma alternativa para as distribuições log-logística (LL) e log-
normal (LN), pois é uma opção para modelar a função taxa de falha monótona [63], e a unimo-
dalidade que ocorre com frequência na área de confiabilidade e em estudos biológicos. Além
disso, a distribuição LL é um casos especial da BXII [49, 51]. A Figura 2.4 mostra diferentes
formas da função de risco para a distribuição BXII.
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Figura 2.4: Função taxa de falha para a distribuição BXII.

0.0

0.5

1.0

1.5

2.0

0.0 2.5 5.0 7.5 10.0 12.5

x

h
(x

)

 

s = 1.1; k = 0.8; c = 1.3

s = 1.3; k = 1.5; c = 3.0

s = 10.; k = 6.0; c = 0.5

s = 7.0; k = 1.4; c = 3.0

s = 8.0; k = 9.1; c = 1.5

Fonte: Autora.

2.5.2 Propriedades matemáticas

Ao analisar a primeira derivada da função de risco igual a zero h′G(x) = 0,
para x > 0, tem-se:

• c ≤ 1: Como h′G(x) < 0 então hG(x) é decrescente.

• 0 < c < 2: A função taxa de falha pode ser considerada aproximadamente constante,
dependendo do parâmetro s.

• c > 2: A função taxa de falha atinge um máximo e decresce, em que o parâmetro s

determina o alcance da função de risco.

Para c > 1, a função de risco é unimodal. Observa-se que h′G(x∗) = 0 tem-se
que c−1−

(
x∗

s

)c
= 0. Logo, o ponto crítico é dado por x∗ = s(c−1)

1
c . Além disso, hG(x)→ 0

quando x→ 0 ou x→∞ [63]. A moda é igual a x = s[ (c−1)
(c k+1)

]
1
c , e tem formato em L se c = 1

[49].
Por fim, se c k > n tem-se que n é o n-ésimo momento próximo de zero,

assim a esperança de X é dada por,

E(Xn) = µ′n = sn k B(k − n c−1, 1 + n c−1),

em que B(., .) é a função beta [49].



26

2.5.3 Função de verossimilhança

A função de verossimilhança para dados censurados à direita para
xi = min(Xi, Ci) é dada por

L(c, k, s) = (kc)r
∏
i∈F

[(xi
s

)c
x−1
i

(
1 +

(xi
s

)c)−(k+1)
]∏
i∈C

[(
1 +

(xi
s

)c)−k]
,

desta forma, a função log-verossimilhança é representada por

`(c, k, s) = r log k + r log c− (k + 1)
∑
i∈F

log
[
1 +

(xi
s

]c)
+
∑
i∈F

log

(
xc−1
i

sc

)
−k
∑
i∈C

log
[
1 +

(xi
s

)c]
.

O vetor escore U =
(
∂`
∂c
, ∂`
∂k
, ∂`
∂s

)T é denotado por

∂`(c, k, s)

∂c
=

r

c
− (k + 1)

∑
i∈F

(
xi
s

)c
log
(
xi
s

)(
1 +

(
xi
s

)c) +
∑
i∈F

log
(xi
s

)
−k
∑
i∈C

(
xi
s

)c
log
(
xi
s

)[
1 +

(
xi
s

)c] ,
∂`(c, k, s)

∂k
=

r

k
−
∑
i∈F

log
[
1 +

(xi
s

)c]
−
∑
i∈C

log
[
1 +

(xi
s

)c]
,

∂`(c, k, s)

∂s
= c(k + 1)

∑
i∈F

xcis
−(c+1)[

1 +
(
xi
s

)c] − nc

s
+ c
∑
i∈C

xcis
−(c+1)[

1 +
(
xi
s

)c] .
2.5.4 Estudos Relacionados

Em [69] foi estudada a BXII com dois parâmetros, com o objetivo de construir
os intervalos e as regiões de confiança para a distribuição considerando censura tipo II progres-
sivamente aumentando o número de observações censuradas, [68] estudaram a estimação dos
parâmetros da distribuição BXII de dois parâmetros por máxima verossimilhança para ajus-
tar conjunto de dados. Também para a BXII com dois parâmetros [38] apresentaram algumas
propriedades estatísticas como quantis, momentos, função geradora de momentos, momentos
condicionais, curva Bonferroni e Lorenz, estatística de ordem além da caracterização baseada
nos momentos condicionais.

Observa-se em [70] que partindo-se da distribuição BXII de dois parâmetros,
pode-se determinar a distribuição BXII de três parâmetros. Dessa maneira o modelo torna-se
mais flexível que a distribuição log-normal e permanece com as vantagens computacionais da
distribuição log-logística.
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Em [49] antes de iniciar um estudo sobre extensões da distribuição BXII,
foi feita uma revisão das características da distribuição BXII, características da função de risco,
além de apresentar propriedades da distribuição. Além disso, estudaram a estimação da máxima
verossimilhança da distribuição BXII, apresentando um algoritmo usado para a implementação
e diversos exemplos numéricos que permeiam as características deste modelo, como os limitan-
tes para as distribuições Weibull e Pareto foi estudada por [62].

Em relação as generalizações da distribuição BXII, foram realizados diferen-
tes estudos como [1] que estudaram a extensão de quatro parâmetros chamada Marshall-Olkin
Burr XII. A extensão para a BXII utilizando série de potência chamada família BXIIPS foi estu-
dada por [19]. Em relação a distribuição BXII com sete parâmetros, [21] realizaram uma análise
teórica extensiva da nova distribuição. Observa-se que [25] analisaram a extensão Burr XII Burr
XII chamada de BXII-BXII, já [28] estudaram as extensões Zografos-Balakrishnan Burr XII,
Ristić-Balakrishnan Burr XII e a Weibull Burr XII. As distribuições BBXII, log-BBXII e KwB-
XII foram propostas por [49]. Ainda, [65] prouseram a distribuição Poisson exponenciada da
BXII. Em relação a uma extensão de quatro parâmetros, [30] propuseram a distribuição ge-
neralizada Marshall-Olkin Burr-XII estendida chamada de GMOBXII. Já [33] propuseram a
distribuição Burr XII modificada.

2.6 REGRESSÃO DE LOCAÇÃO

Diversas pesquisas científicas tem o tempo de sobrevivência sendo afetado
por variáveis explicativas. Um exemplo em epidemiologia, é o tempo de um indivíduo se in-
fectar até evoluir para um caso grave de COVID-19 (coronavirus disease 2019), em que essa
resposta pode depender de fatores como idade, peso, comorbidades e assim por diante. Assim,
incluir covariáveis ao modelo pode ser uma ferramenta importante para explicar de maneira
mais adequada a variável resposta. Desta forma, estudar modelos que levam em consideração
a influência de covariáveis tem relevância na análise de sobrevivência podendo este ser desen-
volvido a partir do estudo de regressão. Dentre eles o modelo de regressão de locação [39]
é amplamente estudado, frequentemente em pesquisas clínicas, mas também na engenharia,
hidrologia e análise de sobrevivência [55, 64].

2.6.1 Definições

Para determinar um modelo de regressão paramétrico de locação a partir de
uma variável aleatória Y no intervalo de (−∞,∞), utiliza-se a seguinte equação

f(y) =
1

σ
g

(
y − µ
σ

)
, −∞ < y <∞, (2.8)



28

em que −∞ < µ < ∞ e σ > 0 são os respectivos parâmetros de locação e escala e g(.)

representa a fdp de uma distribuição base. Para isso é necessário considerar uma transformação
da variável aleatória Y = log(X), no qual X é a variável aleatória de uma distribuição base,
sendo necessário utilizar o método do Jacobiano [31, 40], para que Y ∼ log(X). Assim, a
equação (2.8) representa a fdp da variável aleatória Y. Além disso, a fda da distribuição é dada
por

F (z) =

∫ z

−∞
g(w)dw = 1− SG(z), (2.9)

no qual, z = (y − µ)/σ, SG(z) é a função de sobrevivência da distribuição base aplicada em z,
ou ainda F (y) = G [y − µ/σ] [39]. Observa-se que para µ = 0 e σ = 1, encontra-se a forma
padrão da distribuição. Logo, o modelo de regressão linear para a variável aleatória Y é dado
por

yi = xi
Tβ + σzi = µ(x) + σzi, i = 1, ..., n,

em que xi
T = (xi1, ..., xip) representa a matriz de covariáveis, β = (β1, .., βp)

T representa o
vetor de parâmetros desconhecidos que devem ser estimados, σ é o parâmetro de escala e zi
representa os valores observados da variável aleatória que assume distribuição log-G padrão.

2.6.2 Estudos Relacionados

O modelo de regressão de locação descrito em [39] foi aplicado em diversas
distribuições base, como os modelos log-gama generalizado dentre outros. O modelo log-beta
half-normal generalizado (LBGHN) foi estudado por [56], em que além da aplicação em con-
junto de dados, obteve-se algumas propriedades matemáticas. Já [48] também encontraram
propriedades como a função geradora de momentos, além da estimação dos parâmetros via a
máxima verossimilhança para o modelo log-β-Birnbaum-Saunders (LβBS).

A distribuição gama exponenciada generalizada (EGG) e também o modelo
de regressão log-gama exponenciada generalizada (LEGG) foram propostos por [32]. Ainda,
[64] propuseram dois modelos de regressão log-gama-Weibull e log-gama-logística, e [31] es-
tudaram propriedades dos modelos log-gama-Weibull e log-gama-logística.

A análise de resíduos, simulações e aplicações foram estudadas por [55] para
a distribuição log-odd log-logística half-normal generalizada (LOLLGHN). Por fim [57] estu-
daram o modelo log-odd log-logistica gamma generalizada (LOLLGG).

2.6.3 Modelo Log-Burr XII (LBXII)

Sabendo-se que a distribuição BXII tem como caso especial a distribuição log-
logística (LL) e é uma distribuição muito utilizada em pesquisas clínicas, aplicar o modelo de
regressão de locação pode ser uma alternativa viável para o estudo da influência de covariáveis
no tempo de falha. Assim, o modelo de regressão log-Burr XII (LBXII), refere-se a regressão
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do tipo locação [63] sendo apresentado nesta subseção.

Definições do modelo LBXII

Seja X uma variável aleatória que segue distribuição BXII com parâmetros
c, k e s. Fazendo-se a transformação Y = log(X), além das reparametrizações c = 1/σ e
s = exp (µ), a fdp da variável aleatória Y ∼ LBXII, é dada por,

f(y; k, σ, µ) =
k

σ

[
1 + exp

(
y − µ
σ

)]−(k+1)

exp

(
y − µ
σ

)
−∞ < y <∞, (2.10)

em que k > 0, σ > 0 e −∞ < µ < ∞. Além disso, a fda e a função geradora de momentos
(fgm) são, respectivamente, dadas por

F (y; k, σ, µ) = 1−
[
1 + exp

(
y − µ
σ

)]−k
(2.11)

e

MY (t) = kstB
[
k − tc−1, 1 + tc−1

]
, se kc > t.

Observa-se que o modelo pode ser escrito como um modelo log-linear, Subseção 2.6.1, ou seja
Y = µ(x) + σZ, em que a variável aleatória Z tem densidade dada por

f(z) = k[1 + exp (z)]−(k+1) exp (z),

sendo, k > 0, z = (y − µ(x))/σ e −∞ < z < ∞. Para as n observações da amostra aleatória
(y1, x1), (y2, x2), ..., (yn, xn), em que, yi são as observações de uma variável aleatória Y , e xi
representam as correspondentes covariáveis dos dados, a função log-verossimilhança para dados
censurados assume a seguinte forma,

`(βT ′s, k, σ) = r log(k)− r log(σ) +
∑
i∈F

zi
∑
i∈F

log[1 + exp(zi)]− k
∑
i∈C

log[1 + exp(zi)],

em que r representa o número de falhas. A Figura 2.5 apresentam as principais formas que as
função densidade do modelo de regressão das distribuições LBXII.

2.6.4 Estudos Relacionados ao modelo LBXII

O estudo desenvolvido em [49] faz uma revisão dos principais pontos do mo-
delo de regressão LBXII, pois o mesmo é um caso particular do modelo proposto pela autora.
A regressão LBXII foi amplamente estudada por [63], em que para estimar os parâmetros do
modelo de regressão de locação para a distribuição BXII efetuou-se uma análise clássica, Baye-
siana e jackknife. Além disso, propuseram a simulação de dados com o intuito de comparar
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Figura 2.5: Função densidade de probabilidade da distribuição LBXII.
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as performances dos modelos log-logístico (LL) e LBXII, além de fazer análise de resíduos e
aplicar a um banco de dados.

2.6.5 Análise de resíduos

A análise de resíduos é realizada como uma maneira de verificar se o ajuste
do modelo é adequado aos dados. Sabendo disso, existem várias formas de encontrar os re-
síduos de um modelo, para identificar possíveis outliers, se o ajuste realmente é adequado ou
se é necessário realizar modificações no modelo. Os principais resíduos estudados em análise
de sobrevivência são os resíduos de Cox-Snell [20], os resíduos padronizados [13], os resí-
duos martingale [24], os resíduos deviance modificado [12, 67], caso-deleção [14], etc. Nesta
dissertação o foco será nos resíduos martingale e deviance modificado.

Os resíduos martingale [24] são uma modificação dos resíduos Cox-Snell,
muito utilizados quando o conjunto de dados vem de processos de contagem, para estimar
o número de falhas em excesso que não foi predito pelo modelo e para verificar se alguma
covariável necessita de transformação ou da inclusão de um termo quadrático etc, é dado por

rMi
= δi + log[S(yi, θ̂)],

sendo δi o indicador de censura e S(yi, θ̂) a função de sobrevivência estimada.
Verifica-se que quando os resíduos muito assimétricos é possível realizar um

refinamento na obtenção dos resíduos, chamado de resíduo deviance modificado [12, 67] que é
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dada pela seguinte expressão

rDi = sinal( ˆrMi
){−2[ ˆrMi

+ δi log(δi − ˆrMi
)}(1/2).

Ao comparar o resíduo deviance modificado com o resíduo martigale, observa-
se que o primeiro tende a ser simétrico em torno de zero, devido ao seu maior refinamento,
fazendo-se a detecção de pontos atípicos de forma mais assertiva.

Se o ajuste do modelo é adequado, pode-se construir o gráfico dos resíduos
versus os valores ajustados ou seu índice, que é uma forma simples e eficaz de detectar a ade-
quabilidade do modelo de regressão permitindo verificar a existência de outliers.

2.6.6 Envelope simulado

O envelope simulado é um gráfico de probabilidade com duas bandas e é
utilizado para verificar se o modelo é adequado aos dados. O envelope simulado foi proposto
por [7], e para obtê-lo deve-se seguir os seguintes passos:

1. Encontrar o valor esperado, e ordenado

E(Z[i]) ≈ φ−1

(
i− 3/8

n+ 1/4

)
,

que é o valor esperado da i-ésima estatística de ordem e φ é a função de distribuição
acumulada da normal padrão;

2. Gerar n observações y∗i,1;

3. Ajustar os dados obtidos no item anterior, sem mudar as variáveis preditoras;

4. Calcular os resíduos para o item anterior e coloca-los de forma crescente;

5. Repetir os três itens anteriores m vezes (m = 19, de acordo com [7]);

6. Inserir os valores obtidos no item 1, ou seja, colocar no gráfico E(Z[i], t[i]);

7. Inserir no gráfico na banda superior os valores máximos obtidos dos resíduos;

8. Inserir no gráfico na banda inferior os valores mínimos obtidos dos resíduos;

Para mais informações, consultar [7, 23].
O trabalho segue com a introdução da distribuição proposta neste estudo, que

tem como distribuição base a BXII, chamada de distribuição odd log-logística Burr XII (OLLB-
XII), tendo por interesse aumentar a flexibilidade da função taxa de falha, o que auxiliaria na
aplicação do modelo em diferentes bancos de dados.
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3 A DISTRIBUIÇÃO ODD LOG-LOGÍSTICA BURR TIPO XII (OLLBXII)

Acrescentar um parâmetro para distribuições existentes pode ser muito inte-
ressante, pois as propriedades desta nova distribuição podem ser estudadas por meio dos resul-
tados da distribuição base, além de ser possível utilizar a mesma para verificar se o novo modelo
desenvolvido se adequa melhor ao ser aplicado a um banco de dados.

Com o que foi visto nas Seções 2.3 e 2.5, é possível utilizar a distribuição
BXII como base para obter uma nova distribuição ao acrescentar um novo parâmetro α. Assim,
a nova distribuição apresentada neste capítulo será chamada Odd Log-Logística Burr XII ou
X ∼ OLLBXII(c, k, s, α) ou distribuição de OLLBXII. A fda da nova distribuição é dada por
(3.1) e é calculada substituindo-se (2.5) em (2.2)

F (x) =

[
1−

[
1 +

(
x
s

)c]−k]α[
1−

[
1 +

(
x
s

)c]−k]α
+
[
1 +

(
x
s

)c]−αk , (3.1)

em que x > 0 representa o tempo até o evento de interesse, c e k > 0 são os parâmetros de
forma, s > 0 é o parâmetro de escala e α > 0 é o parâmetro extra de forma. Observa-se
que ao considerar α = 1 obtém-se a distribuição BXII. Derivando-se a fda da OLLBXII em
relação a x, ou utilizando-se a fórmula (2.1) e substituindo-se por (2.4) e (2.5), obtém-se a fdp
da distribuição OLLBXII que é dada por

f(x) =
α c k s−c

[
1 +

(
x
s

)c]−k−1
xc−1

{(
1−

[
1 +

(
x
s

)c]−k) [
1 +

(
x
s

)c]−k}α−1

[[
1−

[
1 +

(
x
s

)c]−k]α
+
[
1 +

(
x
s

)c]−k α]2 (3.2)

= c α k x−1
(x
s

)c [1 +
(
x
s

)c]k−1
{[

1 +
(
x
s

)c]k − 1
}α−1

{[[
1 +

(
x
s

)c]k − 1
]α

+ 1
}2 .

As Figuras 3.1 e 3.2 exibem as principais formas da fdp da nova distribuição, destacando-se as
formas decrescente unimodal e bimodal, essa última forma que não ocorria com a distribuição
BXII. A função de sobrevivência corresponde a (3.1) e (3.2) é dada por

S(x) =

[
1 +

(
x
s

)c]−αk[
1−

(
1 +

(
x
s

)c)−k]α
+
[
1 +

(
x
s

)c]−αk . (3.3)

A função de taxa de falha dada em (3.4), pode assumir diferentes formas,
conforme apresentado pela Figura 3.3, que exibe as principais formas dessa função,
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h(x) =
α c k s−c

[
1 +

(
x
s

)c]−k−1
xc−1

{
1−

[
1 +

(
x
s

)c]−k}α−1

[
1 +

(
x
s

)c]−k {[
1−

[
1 +

(
x
s

)c]−k]α
+
[
1 +

(
x
s

)c]−αk} . (3.4)

Figura 3.1: Função densidade de probabilidade para a distribuição OLLBXII.
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Figura 3.2: Função densidade de probabilidade para a distribuição OLLBXII.
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Figura 3.3: Função taxa de falha para a distribuição OLLBXII.
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4 EXPANSÕES PARA AS FUNÇÕES DENSIDADE E ACUMULADA

Quando se propõe uma nova distribuição é importante estudar as principais
propriedades matemáticas relacionadas com a média, variância, assimetria e curtose. Observa-
se que [18, 45, 49, 50, 51, 60], dentre muitos outros autores, propuseram novos modelos aos
quais calculou-se as principais propriedades. Com base nestas informações, este capítulo con-
tém os momentos ordinários e incompletos e a função geradora de momentos referentes a dis-
tribuição OLLBXII. Assim, primeiramente, realizam-se algumas expansões da fdp e fda neces-
sárias para está análise.

A família de distribuições G-exponenciada (EG) também chamada distribui-
ção Lehmann tipo I para uma base qualquer G(x), segue distribuição EG(ψ), desta forma a fda
e a fdp pode ser escrita, para ψ > 0, respectivamente como

Hψ(x) = G(x)ψ e hψ(x) = ψ g(x)G(x)ψ−1.

Para a família EG a fda de G elevada α pode ser escrita como série de potência
da seguinte forma,

G(x)α =
∞∑
i=0

aiG(x)i,

em que

ai = ai(α) =
∞∑
j=i

(−1)i+j
(
α

j

)(
j

i

)
,

além disso, pode-se reescrever [1−G(x)]α por meio da expansão binomial da seguinte forma

[1−G(x)]α =
∞∑
i=0

(−1)i
(
α

i

)
G(x)i.

Assim, a fda de F (x) pode ser escrita em função das expansões de G(x),

F (x) =

∑∞
i=0 aiG(x)i∑∞
i=0 biG(x)i

,

no qual bi = ai + (−1)i
(
α
i

)
, que pode ser reescrito como,

F (x) =
∞∑
i=0

diG(x)i,
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sendo,

di = b−1
0

(
ai − b−0 1

i∑
r=1

brci−r

)
.

Por fim a fdp é dada por,

f(x) =
∞∑
i=0

di+1hi+1(x),

em que hi+1(x) = (i + 1)g(x)G(x)i. A distribuição G-exponenciada é utilizada para expandir
novas famílias de distribuições odd log-logística em [18, 60], além de diversas outras distribui-
ções [29, 42, 43, 44, 47, 53].

Desta forma, para encontrar uma expansão para (3.1) se faz uso de uma ex-
pansão em séries de potência na fda da distribuição BXII isto é,

{
1−

[
1 +

(x
s

)c]−k}α
=
∞∑
i=0

∞∑
j=i

(−1)i+j
(
α

j

)(
j

i

){
1−

[
1 +

(x
s

)c]−k}i
. (4.1)

Para a expansão binomial generalizada em que α > 0,

{
1−

{
1−

[
1 +

(x
s

)c]−k}}α
=
∞∑
i=0

(−1)i
(
α

i

) {
1−

[
1 +

(x
s

)c]−k}i
. (4.2)

Assim, substituindo-se (4.1) e (4.2) em (3.1), tem-se

F (x) =

∞∑
i=0

ai

{
1−

[
1 +

(x
s

)c]−k}i
∞∑
i=0

bi

{
1−

[
1 +

(x
s

)c]−k}i ,
em que

ai = ai(α) =
∞∑
j=i

(−1)i+j
(
α

j

)(
j

i

)
e bi = (−1)i

(
α

i

)
+ ai.

A proporção das duas séries de potências pode ser expressa como

F (x) =
∞∑
i=0

di

{
1−

[
1 +

(x
s

)c]−k}i
, (4.3)
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em que os coeficientes di’s (para i ≥ 0) determinados pela equação

di = b−1
0

(
ai − b−1

0

i∑
r=1

br · di−r

)
.

Utilizando-se a equação (4.3), a fdp de X pode ser escrita como

f(x) =
∞∑
i=0

di+1 hi+1(x), (4.4)

em que,

hi+1(x) = (i+ 1) c k s−c xc−1
[
1 +

(x
s

)c]−k−1
{

1−
[
1 +

(x
s

)c]−k}i
,

é a função densidade da distribuição Burr XII exponenciada (EBXII) com parâmetro de potência
(i+ 1).

Além disso, utilizando-se novamente a expansão binomial em{
1−

[
1 +

(
x
s

)c]}i, a fdp (4.4) pode ser reescrita como segue

f(x) =
∞∑
i=0

di+1 (i+ 1) c k x−1
(x
s

)c [
1 +

(x
s

)c]−k−1
i∑

p=0

(−1)p
(
i

p

) [
1 +

(x
s

)c]−k p
=

∞∑
i=0

i∑
p=0

di+1 (i+ 1) (−1)p c k x−1
(x
s

)c [
1 +

(x
s

)c]−k−1 [
1 +

(x
s

)c]−k p
=

∞∑
p=0

∞∑
i=p

di+1 (i+ 1) (−1)p
(1 + p)

(1 + p)
c k x−1

(x
s

)c [
1 +

(x
s

)c]−k (1+p)−1

=
∞∑
p=0

ωp g(x; s, k(p+ 1), c), (4.5)

no qual, ωp =
∑∞

p=0 di+1(i + 1)
(
i
p

)
(−1)p

p+1
e g(x; s, k(p + 1), c) representa a fdp da distribuição

BXII. A equação (4.5) revela que a função densidade de X é uma combinação linear das densi-
dades da distribuição BXII. Portanto, algumas propriedades estruturais da distribuição OLLB-
XII pode ser derivada de propriedades bem estabelecidas da distribuição EBXII.

4.1 PROPRIEDADES MATEMÁTICAS

Os momentos são usados para calcular tendência, dispersão, assimetria e cur-
tose, entre outras características da distribuição estudada. Por esta razão, nesta seção, os mo-
mentos ordinários, incompletos e a função geradora de momentos são apresentados.
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4.1.1 Momentos Ordinários

O n-ésimo momento ordinário da variável aleatória X pode ser calculada
como µ′n = E(Xn) =

∫∞
0
xnf(x) dx. Utilizando-se a expansão (4.5), é possível calcular os

momentos que são apresentados da seguinte forma,

µ′n =
∞∑
p=0

ωpk (p+ 1)

∫ ∞
0

xn−1
(x
s

)c [
1 +

(x
s

)c]−k(p+1)−1

dx, (4.6)

em que c k > n. Resolvendo-se a integral em (4.6), o n-ésimo momento da distribuição OLLB-
XII é escrito por

µ′n =
∞∑
p=0

ωp s
nk(p+ 1)B(k(p+ 1)− n c−1, n c−1 + 1). (4.7)

Pode-se notar que os cumulantes (κn) de X podem ser calculados a partir de
(4.7) usando-se a seguinte expressão

κn = µ′n −
n−1∑
r=1

(
n− 1

r − 1

)
κr µ

′
n−r,

em que, κ1 = µ′1, κ2 = µ′2− (µ′1)2, κ3 = µ′3− 3µ′2 µ
′
1 + 2 (µ′1)3, κ4 = µ′4− 4µ′3 µ

′
1− 3 (µ′2)2 +

12µ′2 (µ′1)2 − 6 (µ′1)4, etc.
A assimetria γ1 = κ3/κ

3/2
2 e curtose γ2 = κ4/κ

2
2 são medidas que podem ser

calculadas a partir do terceiro e quarto cumulantes padronizados usando essas relações. Gráficos
das medidas de assimetria e curtose para algumas escolhas dos parâmetros c, k e s em função
do parâmetro α são exibidos na Figura 4.1 (a) e (b), respectivamente.

4.1.2 Momentos Incompletos

O n-ésimo momento incompleto de X pode ser calculado como Tn(t) =∫ t
0
xnf(x) dx, novamente usando a expansão (4.5), o momento incompleto pode ser escrito

como,

Tn(t) =
∞∑
p=0

ωpc k(p+ 1)

∫ t

0

xn−1
(x
s

)c [
1 +

(x
s

)c]−k(p+1)−1

dx

=
∞∑
p=0

ωp g(x; s, k(p+ 1), c),
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Figura 4.1: Medidas de assimetria e curtose para a distribuição OLLBXII, com parâmetros
s = 3.5, k = 2.5, c = 1.5 e α uma sequência entre 1.1 e 10.1.
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Fonte: Autora.

observa-se que, o momento incompleto da distribuição BXII [28, 65] é dado por Tn:BXII(t) =

sn k Bsc/sc + tc(k − n c−1, n c−1 + 1), desta forma os momentos incompletos é dado por

Tn(t) =
∞∑
p=0

ωp s
nk (p + 1)Bsc/sc + tc(k (p+ 1)− n c−1, n c−1 + 1). (4.8)

4.1.3 Função geradora de momentos

A função geradora de momentos (fgm) pode ser calculada por

M(t) = E

[
∞∑
i=0

(tX)n

n!

]
=
∞∑
i=0

(t)n

n!
E [Xn] ,

e verificando-se que a expansão obtida da fdp na seção anterior E(Xn) pode ser escrita como

E(Xn) =
∞∑
i=0

ωiE(Xn
s,k(p+1),c). Portanto, fgm para a OLLBXII pode ser escrita como

M(t) =
∞∑
n=0

tn

n!

∞∑
p=0

ωpE(Xs,k(p+1),c) =
∞∑
p=0

ωpMp+1(t),

em que Mp+1(t) é fgm da distribuição BXII(s, k(p + 1), c). Assim, considerando-se a repre-
sentação da fgm dada por [51, 50] para BXII e a integral definida em [58], para m e k(p + 1)

inteiros positivos, a fgm da distribuição OLLBXII é dada por (4.9)
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M(t) = m

∞∑
n=0

ωiI
′
(
−st, m

k(p+ 1)
− 1,

m

k(p+ 1)
,−k(p+ 1)− 1

)
, t < 0, (4.9)

sendo c = m/k(p+1) e assumindom inteiros positivos. A função especial I pode ser resolvida
usando a integral definida em [58] como,

I = I

(
−st, m

k(p+ 1)
− 1,

m

k(p+ 1)
,−k(p+ 1)− 1

)
=

=

∫ ∞
0

exp(stx) x
m

k(p+1)
−1
[
1 + x

m
k(p+1)

]−k(p+1)−1

dx

=
[k(p+ 1)]k(p+1)+1 m

m
k(p+1)

− 1
2

(2π)(m−1)/2 Γ (k(p+ 1) + 1) (−st)m/k(p+1)

× G k(p+1) k(p+1)+m
k(p+1)+m k(p+1)

(
∆(m,1− m

k(p+1)),∆(k(p+1),−k(p+1))

∆(k(p+1),0)

∣∣∣∣ mm

(−st)m

)
,

em que G k k+m
k+m k ( ·· |·) é a função G-Meijer para ∆(k, a) = a/k, (a + 1)/k, . . . , (a + k)/k,

[50, 58].
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5 ESTIMAÇÃO E INFERÊNCIA

5.1 CONJUNTO DE DADOS NÃO CENSURADOS

Observa-se que para os dados não censurados, considera-se apenas o conjunto
F dos tempos de falha. Assim,

`(c, k, s, α) = r logα
∑
i∈F

log

[
ckxc−1

i

sczk+1
i

]
+
∑
i∈F

log

[
zki − 1

z2k
i

]
−2
∑
i∈F

log

[
(zki − 1)α + 1

zkαi

]
,

sendo, zi = zi(xi) = 1 +
(
xi
s

)c.
5.2 CONJUNTO DE DADOS CENSURADOS

Várias abordagens para estimação de parâmetros são propostas na literatura,
sendo que o método de máxima verossimilhança é uma alternativa frequentemente utilizada,
pois o estimador de máxima verossimilhança (EMV) tem importantes propriedades que per-
mitem calcular o intervalo de confiança, além de realizar diferentes testes estatístico. A te-
oria de grandes amostras para essas estimativas fornece aproximações simples que funcio-
nam bem em amostras finitas. Se X segue a distribuição OLLBXII com vetor de parâmetros
γ = (c, k, s, α)T , o logaritmo da função de verossimilhança considerando γ uma única obser-
vação x de X é dada por (5.1)

`(c, k, s, α) = r [log(α) + log(c) + log(k)− c log(s)]

+ (c− 1)
∑
i∈F

log(xi) +

(
α +

1

k

) ∑
i∈F

log (1− zi) + (α− 1)
∑
i∈F

log(zi)

− 2
∑
i∈F

log [zαi + (1− zi)α] + α
∑
i∈C

log (1− zi)

+
∑
i∈C

log [zαi + (1− zi)α] , (5.1)

sendo, zi = z(xi) = 1− [1 + (xi/s)
c]−k, r é o número de falhas, C e F são grupos de observa-

ções censuradas e não censuradas respectivamente.
Os componentes do vetor score U =

(
∂`
∂c
, ∂`
∂k
, ∂`
∂s
, ∂`
∂α

)T são dados por,
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∂`

∂c
=

r

s
− r log(c) +

∑
i∈F

log(xi) +

(
xi
s

)c
log
(
xi
s

)c
(1− zi)(−1/k)

[
k(α + 1)(1− zi)

zi
− (αk + 1)

]

−2kα
∑
i∈F

(
xi
s

)c
log
(
xi
s

)c
(1− zi)(−1/k)

[[
[(1− zi)−1 − 1]

(α−1)
(1− zi)−1

[(1− zi)−1 − 1]α + 1

]
− 1

]

+kα
∑
i∈C

(
xi
s

)c
log
(
xi
s

)c
(1− zi)(−1/k)

[[
[(1− zi)−1 − 1]

(α−1)
(1− zi)−1

[(1− zi)−1 − 1]α + 1

]
− 1

]
,

∂`

∂k
=

r

k
− α

∑
i∈F

log(1− zi)(−1/k) + (α− 1)
∑
i∈F

log(1− zi)(−1/k)

zi(1− zi)−1

−2α
∑
i∈F

log(1− zi)(−1/k)

[
[(1− zi)−1 − 1]

(α−1)
(1− zi)−1

[(1− zi)−1 − 1]α + 1
− 1

]

+α
∑
i∈C

log(1− zi)(−1/k)

[[
[(1− zi)−1 − 1]

(α−1)
(1− zi)−1

[(1− zi)−1 − 1]α + 1
− 1

]
− 1

]
,

∂`

∂s
= −r c

s
+
k c

s

∑
i∈F

(xi
s

)c
(1− zi)(−1/k)

[(
α +

1

k

)
− (α + 1)

zi(1− zi)−1

]

+
2 k cα

s

∑
i∈F

(xi
s

)c
(1− zi)(1/k)

[
(1− zi)−1 [(1− zi)−1 − 1]

(α−1)

[(1− zi)−1 − 1]α + 1
− 1

]

+
k c α

s

∑
i∈C

(xi
s

)c
(1− zi)(1/k)

[
(1− zi)−1 [(1− zi)−1 − 1]

(α−1)

[(1− zi)−1 − 1]α + 1
− 1

]
,

∂`

∂α
=

r

α
+
∑
i∈F

log

(
zi

(1− zi)−1

)
−2
∑
i∈F

log(1− zi) +
[ (1− zi)−1 − 1]α log[ (1− zi)−1 − 1]

[(1− zi)−1 − 1]α + 1

+2
∑
i∈C

log(1− zi) +
1

2

[ (1− zi)−1 − 1]α log[ (1− zi)−1 − 1]

[(1− zi)−1 − 1]α + 1
.

O EMV γ̂ da γ é obtida por meio da solução da equação não linear Uc = 0,
Us = 0, Uk = 0 e Uα = 0. Pode-se notar que estas equações não podem ser resolvidos anali-
ticamente e um software estatístico pode ser usado para resolve-las numericamente. Estimação
de máxima verossimilhança para o vetor parâmetro γ pode ser implementado numericamente
através da maximização do logaritmo da função de verossimilhança `(γ) = logL(γ) dada por
(5.1) utilizando-se o software estatístico R.
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Para a estimação do intervalo de confiança e do teste de hipóteses dos parâ-
metros em γ, requere-se a matriz de informação da unidade observada J = J(γ) = {jr,s},
em que os elementos são jr,s (para r, s = c, k, s, α). Sob condições de regularidade o valor
normal multivariado aproximado N4(0, n−1J(γ̂)−1) pode ser usado para construir o intervalo de
confiança aproximado para os parâmetros do modelo.

O teste de razão de verossimilhança (RV) é utilizado para comparar a nova
distribuição com alguns modelos especiais. Por exemplo, pode-se usar a estatística RV para
checar se o ajuste usando a distribuição OLLBXII é estatisticamente "superior" para ajustar a
distribuição BXII para um conjunto de dados. Considerando a partição γ = (γT1 , γ

T
2 )T , o teste

de hipótese do tipo H0 : γ1 = γ
(0)
1 versus H1 : γ1 6= γ

(0)
1 pode ser realizado usando a estatística

RV w = 2{`(γ̂)− `(γ̃)}, em que γ̂ e γ̃ são estimados de γ sob H1 e H0, respectivamente. Sob
a hipótese nula H0, w d→ χ2

q , em que q é a dimensão do vetor parâmetro de interesse γ1. O teste
RV rejeita H0 se w > ξγ, sendo que ξγ denota o valor superior 100γ% da distribuição χ2

q .
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6 ESTUDOS DE SIMULAÇÕES

Quando novas distribuições são propostas, é importante estudar o comporta-
mento dos estimadores dos parâmetros, e uma alternativa passa a ser o estudo de valores si-
mulados da distribuição. Desta forma, um dos métodos utilizados é o método de Monte Carlo,
estudado por [1, 18, 28, 33, 51, 60].

Neste capítulo realiza-se um estudo de simulação de Monte Carlo para avaliar
o comportamento da amostra finita das estimativas de s, k, c e α. Os resultados obtidos a
partir de 3.000 replicações de Monte Carlo das simulações são calculados usando o software
estatístico R. Em cada replicação, uma amostra aleatória de tamanho n é retirada da distribuição
OLLBXII(s, k, c, α) e os parâmetros são estimados pelo método da máxima verossimilhança.
A variável aleatória X é gerada usando o método de inversão. As estimativas das médias dos
quatro parâmetros do modelo, a raiz quadrada dos erros quadráticos médios correspondentes
(REQMs) e os erros padrões (EP) para os tamanhos de amostra n = 30, 100, 200 e 500 estão
listados nas Tabelas 6.1, 6.2, 6.3 e 6.4.

Tabela 6.1: Resultado da simulação de Monte Carlo: Tamanho da amostra, média estimada dos
parâmetros, EP e REQMs dos parâmetros s = 4, k = 12, c = 4, 2 e α = 5, 5.

n = 30 n = 100 n = 200 n = 500
Média EP REQM Média EP REQM Média EP REQM Média EP REQM

s 3,33 0,39 2,26 3,51 0,17 1,73 3,71 0,09 1,29 3,91 0,04 0,85
k 10,82 1,47 8,12 10,48 0,57 5,94 11,04 0,39 5,58 11,52 0,22 4,94
c 14,36 4,70 27,66 6,92 0,83 8,78 5,34 0,24 3,55 4,57 0,09 2,10
α 8,26 1,60 9,18 7,71 0,64 6,81 7,10 0,35 5,19 6,66 0,17 4,00

Tabela 6.2: Resultado da simulação de Monte Carlo: Tamanho da amostra, média estimada dos
parâmetros, EP e REQMs dos parâmetros s = 6, k = 1, c = 1 e α = 0, 5.

n = 30 n = 100 n = 200 n = 500
Média EP REQM Média EP REQM Média EP REQM Média EP REQM

s 13,62 3,68 21,46 6,30 1,18 12,3 8,04 0,54 7,83 6,97 0,18 4,17
k 1,22 0,17 0,94 1,00 0,04 0,42 1,02 0,02 0,27 1,01 0,01 0,17
c 1,98 0,42 2,53 1,00 0,10 1,10 1,23 0,06 0,85 1,10 0,03 0,61
α 0,95 0,20 1,21 0,50 0,08 0,84 0,71 0,05 0,69 0,66 0,02 0,56
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Tabela 6.3: Resultado da simulação de Monte Carlo: Tamanho da amostra, média estimada dos
parâmetros, EP e REQMs dos parâmetros s = 3, k = 10, c = 0, 2 e α = 15.

n = 30 n = 100 n = 200 n = 500
Média EP REQM Média EP REQM Média EP REQM Média EP REQM

s 2,30 0,19 1,24 2,19 0,11 1,40 2,26 0,07 1,28 2,26 0,04 1,19
k 11,31 0,40 2,55 12,17 0,35 4,10 12,39 0,27 4,53 12,67 0,21 5,43
c 0,22 0,01 0,04 0,23 0,00 0,06 0,23 0,00 0,05 0,23 0,00 0,05
α 14,40 0,49 2,77 13,67 0,25 2,80 13,66 0,15 2,56 13,66 0,09 2,45

Tabela 6.4: Resultado da simulação de Monte Carlo: Tamanho da amostra, média estimada dos
parâmetros, EP e REQMs dos parâmetros s = 4, k = 12, c = 4, 2 e α = 5, 5.

n = 30 n = 100 n = 200 n = 500
Média EP REQM Média EP REQM Média EP REQM Média EP REQM

s 3,33 0,39 2,26 3,51 0,17 1,73 3,71 0,09 1,29 3,91 0,04 0,85
k 10,82 1,47 8,12 10,48 0,57 5,94 11,04 0,39 5,58 11,52 0,22 4,94
c 14,36 4,70 27,66 6,92 0,83 8,78 5,34 0,24 3,55 4,57 0,09 2,10
α 8,26 1,60 9,18 7,71 0,64 6,81 7,10 0,35 5,19 6,66 0,17 4,00

Para calcular os vieses das estimativas dos parâmetros, utilizou-se a expressão

viesesh(n) =
1

3000

n∑
i=1

(ĥi − h),

em que h = s, k, c, α. A Figura 6.1 apresenta o comportamento dos vieses das estimativas para
diferentes valores dos parâmetros da distribuição OLLBXII, conforme n aumenta, observa-se
que todos os vieses decrescem, em grandezas diferentes.

Nota-se que, em todos os casos, os vieses e os EPs das estimativas de s, k,
c e α tendem a decair para zero quando o tamanho da amostra aumenta, como o esperado.
Pesquisas futuras devem ser conduzidas para obter correções de viés para esses estimadores.
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Figura 6.1: Vieses dos EMVs para os parâmetros s, k, c, α versus diferentes tamanhos da amos-
tra.
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47

7 MODELO DE REGRESSÃO LOLLBXII

O modelo de regressão como descrito na Seção 2.6, pode ser obtido para
X ∼ OLLBXII(x, c, k, s, α), considerando-se a transformação Y = log(X). Assim, como o
método do Jacobiano é dado por,

fY (y) =

∣∣∣∣h−1(y)

y

∣∣∣∣ fX(h−1(y)),

então, X = ey e
∣∣∣∣h−1(y)

y

∣∣∣∣ = (ey)′ = ey. Logo, tem-se que

fY (y) =
eyα c k s−c

(
1 + ey c

sc

)−(k+1)
ey(c−1)

{[
1−

(
1 + ey c

sc

)−k] (
1 + ey c

sc

)−k}α−1

{[
1−

(
1 + ey c

sc

)−k]α
+
(
1 + ey c

sc

)−k α}2 .

Realizando-se as reparametrizações c = 1/σ e s = exp (µ), tem-se

fY (y) =
k α

σ
exp

(
y − µ
σ

)
×[

1 + exp
(
y−µ
σ

)]−(k+1)
{[

1−
[
1 + exp

(
y−µ
σ

)]−k] [
1 + exp

(
y−µ
σ

)]−k}α−1

{[
1−

[
1 + exp

(
y−µ
σ

)]−k]α
+
[
1 + exp

(
y−µ
σ

)]−k α}2 .(7.1)

Logo se X ∼ OLLBXII(x; s, k, c, α) então Y = log(X) ∼ LOLLBXII(y; k, µ, σ, α). A Figura
7.1 apresenta algumas formas para diferentes parâmetros da distribuição LOLLBXII, mostrando
sua flexibilidade. Observa-se ainda que para α = 1 tem-se a distribuição Y ∼ LBXII(y; k, µ, σ)

e considerando-se α = k = 1, tem-se Y ∼ log−logística (y;µ, σ).
A fda da distribuição LOLLBXII descrita em (2.9) é dada por

F (y) =

[(
1−

[
1 + exp

(
y−µ
σ

)]−k) [
1 + exp

(
y−µ
σ

)]−k]α(
1−

[
1 + exp

(
y−µ
σ

)]−k)α
+
[
1 + exp

(
y−µ
σ

)]−k α .
Agora considere Z um variável aleatória padronizada dada por Z = (Y −

µ)/σ, a fdp (7.1) pode ser reescrita assim,

fZ(z) =
k α

σ
exp(z)

[1 + exp(z)]−(k+1)
{[

1− [1 + exp(z)]−k
]

[1 + exp(z)]−k
}α−1

{[
1− [1 + exp(z)]−k

]α
+ [1 + exp(z)]−k α

}2 ,

em que −∞ < z < ∞. Com o propósito de construir um modelo de regressão log-linear, as
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Figura 7.1: Função densidade de probabilidade para o modelo de regressão LOLLBXII.
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observações yi da variável resposta Y podem ser escritas da seguinte forma

yi = xTi β + σzi = µ(x) + σzi,

em que i = 1, ..., n, x = (x1, . . . , xp)
T é o vetor de covariáveis, β = (β1, . . . , βp)

T é o vetor
de parâmetros, σ > 0, α > 0 são os parâmetros desconhecidos, e por fim µ = Xβ é o vetor
de parâmetros de locação. Assim, a função de sobrevivência para o modelo de regressão de
locação pode ser escrita como

S(yi|x) =

[
1 + exp

(
yi−xTi β

σ

)]−k α
(

1−
[
1 + exp

(
yi−xTi β

σ

)]−k)α
+
[
1 + exp

(
yi−xTi β

σ

)]−k α .
Ressalta-se que, o cálculo da máxima verossimilhança para dados com e sem

censuras é similar a metodologia utilizada para calcular a máxima verossimilhança para a dis-
tribuição OLLBXII.
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8 APLICAÇÕES

Neste Capítulo será utilizado três conjuntos de dados que demonstram a fle-
xibilidade e a viabilidade aos quais o modelo OLLBXII pode ser aplicado, e um conjunto de
dados em que estuda o comportamento do modelo de regressão LOLLBXII. Todas as análise
foram desenvolvidas no software estatístico R [66]. Construiu-se um pacote no R disponível em
(https://github.com/MaraTorres). Para tanto, a nova distribuição será comparada com diferentes
distribuições propostas na literatura.

• Frechét (Fr): A distribuição Frechét também estudada em aplicações de análise de so-
brevivência, [46] tem sua fdp e fda dadas por

f(x) =

(
λ

σ

)(σ
x

)(λ+1)

exp

[
−
(σ
x

)λ]
(8.1)

e
F (x) = exp

[
−
(σ
x

)λ]
, (8.2)

em que x > 0, λ > 0 e σ > 0.

• Log-logística (LL): A distribuição Log-logística muito utilizada para modelar dados com
função taxa de falha monótona, tem fdp e fda dadas por

f(x) =
(γ
λ

)(x
λ

)γ−1 [
1 +

(x
λ

)γ]−2

(8.3)

e

F (x) =

[
1 +

(x
λ

)−γ]−1

, (8.4)

sendo x > 0, λ > 0 e γ > 0.

• Weibull (W): A distribuição Weibull foi amplamente estudada por diversos autores.
Logo, sua fdp e fda são dadas por

f(x) =
γ

λγ
xγ−1 exp

[
−
(x
λ

)γ]
(8.5)

e
F (x) = 1− exp

[
−
(x
λ

)γ]
, (8.6)

em que γ > 0 e λ > 0 são os parâmetros de forma e escala, respectivamente.

• Odd Log Logística Frechét (OLLFr): A distribuição OLLFr é uma extensão da distri-
buição Frechét [18], e sua fdp e fda são dadas por



50

f(x) =
γ

λ

(x
λ

)γ−1 [
1 +

(x
λ

)γ]−2

(8.7)

e

F (x) =
[1 + (x

λ
)−γ]−α

[1 + (x
λ
)−γ]−α + {1− [1 + (x

λ
)−γ]−1}α

, (8.8)

em que α > 0 é o parâmetro adicional de forma.

• Odd Log-logística Log-logística (OLLLL): A distribuição OLLLL também estudada
em aplicações de análise de sobrevivência [18], tem sua fdp e fda dadas por

f(x) =
α{(γ

λ
)(x
λ
)γ−1[1 + (x

λ
)γ]−2}{[1 + (x

λ
)−γ]−1{1− [1 + (x

λ
)−γ]−1}}α−1

{[1 + (x
λ
)−γ]−α + {1− [1 + (x

λ
)−γ]−1}α}2

(8.9)

e

F (x) =
[1 + (x

λ
)−γ]−α

[1 + (x
λ
)−γ]−α + {1− [1 + (x

λ
)−γ]−1}α

, (8.10)

em que α > 0 é o parâmetro adicional de forma.

• Odd Log-logística Weibull (OLLW): A distribuição OLLW é uma extensão da distri-
buição W, também foi estudada em aplicações de análise de sobrevivência [15, 18], tem
sua fdp e fda dadas por

f(x) =
αγxγ−1[exp(−(x

λ
)γ)]α[1− exp(−(x

λ
)γ)]α−1

λγ[[1− exp(−(x
λ
)γ)]α + [exp(−(x

λ
)γ)]α]2

(8.11)

e
F (x) =

{1− exp[−(x
λ
)γ]}α

{1− exp[−(x
λ
)γ]}α + exp[−(x

λ
)γ]α

(8.12)

em que α > 0 é o parâmetro adicional de forma.

• Beta Burr XII (BBXII): A distribuição Beta Burr XII é uma extensão da distribuição
BXII [51], tem sua fdp e fda são dadas por,

f(x) =
ckxc−1

scB(a, b)
[1 + (x/s)c]−(kb+1)

{
1− [1 + (x/s)c]−k

}a−1

(8.13)

e
F (x) = I[1−1+(x/s)c]−k(a, b), (8.14)

em que s, k, c, a, b > 0 são os parâmetros da distribuição, Iy(a, b) = By(a, b)/B(a, b)

é taxa da função beta incompleta, e By(a, b) =
∫ y

0
ωa−1(1 − ω)b−1dω é a função beta

incompleta.

• Kumaraswamy Burr XII (KwBXII): A distribuição KwBXII também é uma extensão
para a distribuição BXII [50], tem sua fdp e fda dadas por
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f(x) = abcks−cxc−1z−k−1
(
1− z−k

)a−1 (
1−

(
1− z−k

)a)b−1
(8.15)

e

F (x) = 1−
[
1−

{
1−

[
1 +

(x
s

)c]−k}a]b
, (8.16)

sendo z = z(x) = 1 +
(
x
s

)c e s, k, c, a, b > 0 são os parâmetros da distribuição.

Compara-se também com a distribuição BXII descrita no Capítulo 2 na Seção
2.5, assim para cada modelo estima-se os parâmetros usando o método da máxima verossimi-
lhança.

8.1 CONJUNTO DE DADOS 1: ATUARIA

Considerando-se conjuntos de dados sem censuras, ou seja, será estudado um
conjunto de dados em que o evento de interesse ocorreu em toda a amostra.

O primeiro conjunto de dados foi estudado e analisado por [8, 17]. Observa-se
que a ciência atuarial é um tema de estudo muito abrangente [35], e que objetiva estudar o risco
de um evento de interesse ocorrer, sendo muito aplicada ao determinar prazos de seguros, pla-
nos de saúde, previdência complementar, dentre outros, pois possibilita o cálculo de estimativas
financeiras de longo e curto prazo. Em particular, o conjunto de dados estudado refere-se ao
comportamento distributivo da mortalidade de aposentados por invalidez, mais especificamente
correspondem a 280 vidas (em anos) de mulheres aposentadas com deficiência temporária, in-
corporadas ao sistema público de seguros mexicano e que faleceram em 2004. Assim, o tempo
de sobrevivência X corresponde ao tempo dessas 280 mulheres serem aposentadas por invalidez
até falecerem em 2004.

A Tabela 8.1 fornece um resumo descritivo da variável tempo e sugere dis-
tribuições assimétricas positivamente, em que a média é de 47,99 anos, além disso, o desvio
padrão do tempo de vida é de 10,37 anos.

Tabela 8.1: Principais medidas descritivas da variável tempo até a morte de mulheres aposenta-
das.

Mínimo 1º Quartil Mediana Média 3º Quartil Máximo
22,00 40,00 49,00 47,99 56,00 86,00

Fonte: Autora.

Para estimar os parâmetros dos modelos, considera-se como valores iniciais
iguais a um para o procedimento iterativo numérico. A Tabela 8.2 lista as EMVs dos parâmetros
e seus respectivos erros-padrão (entre parênteses), além dos valores das estatísticas baseadas nos
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critérios AIC, CAIC e BIC. Os resultados indicam que o modelo OLLBXII possui os menores
valores dessas estatísticas entre todos os modelos ajustados.

Tabela 8.2: EMVs, erro padrão em parenteses e as estatísticas AIC, CAIC e BIC para a variável
tempo até a morte de mulheres aposentadas.

Modelos Estimativas Estatísticas
AIC CAIC BIC

Fr(λ, σ) 3,96 41,52 2213,54 2213,69 2220,81
(0,16) (0,67)

LL(λ, γ) 47,61 7,70 2128,52 2128,67 2135,79
(0,65) (0,38)

W(λ, γ) 52,11 5,05 2114,36 2114,51 2121,63
(0,65) (0,22)

BXII(s, k, c) 65,16 4,49 5,95 2106,78 2106,99 2117,68
(6,28) (1,94) (0,41)

OLLFr(λ, σ, α) 0,16 5,10 33,74 2131,89 2132,11 2142,80
(0,07) (4,69) (14,00)

OLLLL(λ, γ, α) 47,61 7,70 1,00 2130,52 2130,74 2141,43
(0,65) (562,34) (73,04)

OLLW(λ, γ, α) 53,17 3,75 1,46 2110,19 2110,41 2121,10
(0,96) (0,62) (0,27)

OLLBXII(s, k, c, α) 51,49 2,49 30,62 0,19 2093,14 2093,45 2107,68
(0,75) (0,34) (0,68) (0,01)

BBXII(s, k, c, a, b) 57,30 0,01 24,84 0,17 41,51 2106,51 2106,93 2124,69
(0,23) (0,01) (0,23) (0,01) (37,76)

KwBXII(s, k, c, a, b) 60,52 0,09 26,27 0,19 2,78 2101,95 2102,36 2120,12
(0,10) (0,06) (0,10) (0,01) (0,73)

Fonte: Autora

Comparando-se as distribuições OLLBXII e BXII usando um teste de RV,
rejeita-se a hipótese nula, ou seja, a distribuição OLLBXII pode ser escolhida como melhor
modelo. A Tabela 8.3 apresenta resultado do teste RV. Observa-se que existe evidências do po-
tencial do parâmetro extra ao modelar dados reais. Pode-se concluir que a distribuição OLLB-
XII é um modelo adequado para ajustar esses dados.

Tabela 8.3: Teste RV para a variável tempo até a morte de mulheres aposentadas.
Modelos Hipóteses Estatística w p-valor

OLLBXII vs BXII H0 : a = 1 vs H1 : H0 é falso 15,64 < 0, 0001

Fonte: Autora.

Para a avaliação da qualidade do modelo, a Figura 8.1 mostra os ajustes das
funções densidades das distribuições BXII e OLLBXII, observando-se que o melhor ajuste cor-
responde a distribuição OLLBXII.
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Figura 8.1: Estimação da densidade para a variável tempo até a morte de mulheres aposentadas.
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A Tabela 8.4 mostra o teste de qualidade de ajuste do modelo ao tempo de
aposentadoria até a morte de mulheres no México em 2004. Assim, realiza-se os testes formais
de adequação para verificar qual distribuição se ajusta melhor aos dados. Considera-se as esta-
tísticas de Cramér-Von Mises (W ∗) e Anderson-Darling (A∗) [10]. Em geral, comparando-se
as medidas desses testes de adequação formal, conclui-se que a distribuição OLLBXII supera
todos os modelos considerados e, portanto, pode ser uma alternativa interessante para a mode-
lagem de dados de tempo de vida. Esses resultados ilustram a importância da nova distribuição
e a necessidade do parâmetro de forma adicional para analisar dados reais.
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Tabela 8.4: Teste qualidade do ajuste para a variável tempo até a morte de mulheres aposentadas.

Modelo Estatísticas

A∗ W ∗

Fr 9,54 1,65

LL 3,81 0,67

W 1,20 0,16

OLLFr 3,92 0,69

OLLLL 3,81 0,67

OLLW 1,58 0,27

BXII 1,46 0,25

OLLBXII 0,59 0,09
BBXII 1,29 0,21

KwBXII 1,31 0,22

Fonte: Autora.

8.2 CONJUNTO DE DADOS 2: MELANOMA

Nesta seção e na seguinte serão considerados conjuntos de dados censurados,
ou seja, não são em todas as observações que o evento de interesse ocorreu, ao menos no período
de estudo em questão.

A primeira análise propõe uma aplicação da distribuição OLLBXII a um con-
junto de dados de melanoma. Os dados fazem parte de um estudo sobre melanoma cutâneo
(um tipo de câncer maligno) para a avaliação do desempenho de um tratamento pós-operatório
com uma alta dose de um determinado medicamento (interferon alfa-2b) administrado a fim de
prevenir a recorrência. Os pacientes foram incluídos no estudo de 1991 a 1995, com n = 417

de tamanho de amostra, e o acompanhamento foi realizado até 1998. Os dados foram coletados
e analisados por [51]. O tempo de sobrevivência X é referido como o tempo até a morte do pa-
ciente. A porcentagem de observações censuradas foi de 56%. A Tabela 8.5 apresenta as EMVs
e os erros-padrão (entre parênteses) dos parâmetros, para isso considerou-se como valores ini-
ciais iguais a um para cada parâmetro das distribuições base. Além disso, para as extensões das
distribuições base foram utilizados os valores estimados dos parâmetros das distribuições base
e α = 1. Os resultados indicam que a distribuição OLLBXII possui os menores valores das
estatísticas (AIC e CAIC) em relação ao seu submodelo.

Um teste para a necessidade do parâmetro extra na distribuição OLLBXII
pode ser baseado na estatística RV conforme descrito anteriormente. Aplicando-se as esta-
tísticas RV a esses dados, os resultados são listados na Tabela 8.6. O p-valor mostra que a
distribuição proposta produz o melhor ajuste aos dados.
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Tabela 8.5: EMVs, erro padrão (entre parenteses) e as estatísticas AIC, CAIC e BIC para a
variável tempo do tratamento pós-operatório até a morte de pessoas com melanoma.

Modelo Estimativas Estatísticas
AIC CAIC BIC

Fr(λ, σ) 0,66 3,00 1062,13 1062,23 1070,20
(0,04 ) (0,27)

LL(λ, γ) 4,74 1,27 1086,32 1086,42 1094,38
(0,39) (0,08)

W(λ, γ) 6,94 1,05 1102,11 1102,21 1110,17
(0,56 ) (0,07)

BXII(s, k, c) 0,87 0,15 2,57 1058,35 1058,49 1070,45
(0,12) (0,03) (0,35)

OLLFr(λ, σ, α) 0,71 3,21 0,88 1063,84 1063,98 1075,93
(0,09 ) (0,49) (0,20)

OLLLL(λ, γ, α) 4,74 1,13 1,13 1088,32 1088,46 1100,42
(0,39) (35,56) (35,56)

OLLW(λ, γ, α) 57,96 0,15 6,57 1092,66 1092,81 1104,76
(40,36 ) (0,04) (1,84)

OLLBXII(s, k, c, α) 1,89 0,10 5,39 0,36 1054,97 1055,18 1071,11
(0,29) (0,04) (1,50) (0,11)

BBXII(s, k, c, a, b) 1,77 0,34 11,46 0,15 0,07 1055,53 1055,81 1075,70
(0,06 ) (0,08) (0,08) (0,01) (0,01)

KwBXII(s, k, c, a, b) 1,69 0,02 6,23 0,28 0,85 1057,24 1057,51 1077,40
(0,22) (0,03) (2,72) (0,15) (1,00)

Tabela 8.6: Teste RV para a variável tempo do tratamento pós-operatório até a morte de pessoas
com melanoma.

Modelo Hipótese Estatística w p-valor

OLLBXII vs BXII H0 : α = 1 vs H1 : H0 é falso 162 < 0, 0001

Na Figura 8.2 exibe-se gráficos das funções de sobrevivência empíricas e esti-
madas da distribuição OLLBXII e seu submodelo. Nota-se que a distribuição OLLBXII fornece
um ajuste satisfatório.

8.3 CONJUNTO DE DADOS 3: LINFOMA

O conjunto de dados consiste em informações sobre o tempo de vida ou reci-
diva (ou cura) de 43 pacientes com transplante de medula óssea que foram diagnosticados com
linfoma de Hodgkin ou não Hodgkin e tratados com um transplante de medula óssea alogênico
(irmão compatível com HLA) ou autogênico na Universidade Estadual de Ohio. A porcenta-
gem de dados censurados foi de 39 %. O tempo de sobrevivência X é o tempo até a morte do
paciente. A Tabela 8.7 mostra as EMVs dos parâmetros e seus respectivos erros padrão (entre
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Figura 8.2: Função de sobrevivência estimada e empírica das distribuições BXII e OLLBXII
para a variável tempo do tratamento pós-operatório até a morte de pacientes com melanoma.
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Fonte: Autora.

parênteses) dos modelos ajustados acima e os valores do AIC, CAIC e BIC que indicam que a
distribuição OLLBXII possui os menores valores dessas estatísticas.

Uma comparação da distribuição proposta com o modelo BXII usando esta-
tísticas RV é fornecida na Tabela 8.8. Rejeita-se a hipótese nula do teste RV em favor da distri-
buição OLLBXII. A rejeição é extremamente significativa. Isso indica uma evidência clara do
potencial do parâmetro extra α ao modelar dados reais.

Tabela 8.8: Teste RV para a variável tempo até a morte de pacientes com linfoma que foram
transplantados.

Modelo Hipótese Estatística w p-valor

OLLBXII vs BXII H0 : α = 1 vs H1 : H0 é falso 20,69 < 0, 0001

A fim de avaliar se o modelo é apropriado, a Figura 8.3 exibe funções empí-
ricas e estimadas de sobrevivência OLLBXII para os dados de linfoma. Pode-se concluir que a
nova distribuição é um modelo muito adequado para ajustar esses conjuntos de dados.
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Tabela 8.7: EMVs, erro padrão (entre parenteses) e as estatísticas AIC, BIC e CAIC para a
variável tempo até a morte de pacientes com linfoma que foram transplantados.

Modelo Estimativas Estatística
AIC CAIC BIC

Fr(λ, σ) 0,42 110,66 359,34 360,40 362,87
(0,06) (43,45)

LL(λ, γ) 247,93 0,70 364,42 365,47 367,94
(96,08) (0,12)

W(λ, γ) 676,60 0,49 370,70 371,75 374,22
(246,41) (0,08)

BXII(s, k, c) 25,74 0,18 1,64 357,85 359,47 363,13
(10,62) (0,07) (0,47)

OLLFr(λ, σ, α) 0,43 113,63 0,98 361,33 362,96 366,62
(0,13) (60,72) (0,46)

OLLLL(λ, γ, α) 247,64 1,33 0,53 366,42 368,04 371,71
(95,89) (30,77) (12,30)

OLLW(λ, γ, α) 676,63 0,33 1,56 371,56 373,19 376,85
(273,32) (0,13) (0,68)

OLLBXII(s, k, c, α) 80,02 0,10 8,29 0,19 349,24 351,57 356,29
(0,02) (0,07) (0,02) (0,03)

BBXII(s, k, c, a, b) 62,24 0,01 7,64 0,19 0,54 350,96 354,16 359,77
(0,04) (0,03) (0,04) (0,04) (0,87)

KwBXII(s, k, c, a, b) 43,28 0,18 9,75 0,09 0,13 354,05 357,25 362,85
(0,03) (0,03) (0,02) (0,04) (0,03)

Figura 8.3: Função de sobrevivência estimada e empírica para os modelos BXII e OLLBXII
para a variável tempo até a morte de pacientes com linfoma que foram transplantados.
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8.4 CONJUNTO DE DADOS 4: TEOR ALCOÓLICO

O último conjunto de dados estudado nessa dissertação trata-se do teor alcoó-
lico no sangue e na expiração entre homens e mulheres, em uma amostra de 59 austríacos, e foi
descrita em [52]. A variável resposta consiste em uma taxa de eliminação de álcool no sangue
(g por litro por hora), com média de 0,1695 e desvio padrão de 0,0328. As covariáveis con-
sideradas são: x1 : representa a taxa de eliminação de álcool no ar expirado (mg por litro por
hora) e x2 : indica se o austríaco estudado é do gênero masculino, indicado por 1, ou feminino,
indicado por 2. A Tabela 8.9 exibe a comparação entre as respectivas EMVs, seus erros padrões,
p-valor e as estatísticas aplicadas.

Tabela 8.9: EMVs, erro padrão (entre parenteses), p-valor [.] e as estatísticas AIC, CAIC e BIC
para os dados de teor alcoólico.

Modelo Estimativas Estatística
β0 β1 β2 σ k α AIC CAIC BIC

LL 0,0215 1,7934 0,0005 0,0087 − − -315,7995 -314,1841 -307,4893
(0,0106) (0,1260) (0,0041) (0,0009) − −
[0,0466] [< 0, 0001] [0,9068] − − −

LBXII 0,0260 1,6511 -0,0008 0,0062 0,4706 − -316,3555 -314,1595 -305,9678
(0,0124) (0,1855) (0,0039) (0,0017) (0,2503) −
[0,0409] [< 0, 0001] [0,8460] − − −

LOLLBXII 0,0214 1,6534 -0,0008 0,0076 0,3920 1,3667 -314,6129 -311,7329 -302,1476
(0,0148) (0,1901) (0,0039) (0,0031) (0,3578) (0,8834)
[0,1549] [< 0, 0001] [0,8354] − − −

A Tabela 8.9, mostra que o modelo de regressão que mais acomoda o conjunto
de dados por meio dos critérios de informação é o modelo LOLLBXII. Além disso, a Tabela
8.10 apresenta o intervalo de confiança para os parâmetros do modelo de regressão LOLLBXII.

Tabela 8.10: Intervalo de confiança de 95% para os parâmetros da regressão LOLLBXII da
variável explicativa teor alcoólico.

Parâmetros IC(95%)
β0 (-0,0083; 0,0511)
β1 ( 1,2729; 2,0339)
β2 (-0,0085; 0,0069)
σ ( 0,0014; 0,0138)
k (-0,3240; 1,1080)
α (-0,4010; 3,1345)

Observa-se que a variável x1 demonstrou ser significativa a um nível de signi-
ficância de 5% como exibem as Tabelas 8.9 e 8.10, ou seja, é possível ao mensurar o ar expirado,
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determinar se alguém apresentou um alto consumo de bebida alcoólica. Por essa razão a Tabela
8.11 apresenta as novas estatísticas para cada modelo sem a covariável x2, o modelo LOLLBXII
continua sendo a melhor opção entre os modelos estudados, sendo o modelo escolhido.

Tabela 8.11: EMVs, erro padrão (entre parenteses), p-valor [.] e as estatísticas AIC, CAIC e
BIC para os dados de teor alcoólico, sem a covariável x2.

Modelo Estimativas Estatística
β0 β1 σ k α AIC CAIC BIC

LL 0,0219 1,7965 0,0087 7 − − -317.7862 -316.6541 -311.5536
(0.0099) (0.1234) (0.0009) − −
[0.0313] [< 0, 0001] − − −

LBXII 0,0275 1,5965 0,0055 0,3855 − -318.5851 -316.9697 -310.2749
(0.0127) (0.2060) (0.0017) (0.2155) −
[0.0351] [< 0, 0001] − − −

LOLLBXII 0,0279 1,5952 0,0053 0,3887 0,9538 -316.5529 -314.3568 -306.1652
(0.0175) (0.5863) (0.0018) (1.0232) (1.3185)
[0.1162] [0.0087] − − −

As Figura 8.4a e 8.4b apresentam a análise de resíduos para o modelo LOLLB-
XII, utilizando o resíduo da deviance modificada para verificar se o modelo LOLLBXII é ade-
quado para o ajuste dos dados de teor alcoólico. Observa-se que é importante que os resíduos
estejam dispersos em torno do zero de forma aleatória e que não encontrem-se muito distantes
de zero, o que acontece em ambos os gráficos. O envelope simulado é apresentado na Figura
8.4c em que as bandas do envelope contém todos os pontos. Assim, por meio da análise de
resíduos o modelo de regressão LOLLBXII é adequado para o ajuste dos dados.

Portanto, o modelo de regressão após uma seleção de variáveis como mais
apropriado para ajustar os dados teor alcoólico é o LOLLBXII, e é dado por,

yi = β0 + β1x1 + σzi em que i = 1, . . . , 59.

Observa-se que, conforme o teor alcoólico eliminado pelo ar expirado aumenta a cada mg/l/h
em uma unidade, o teor alcoólico eliminado no sangue aumenta em média exp(1, 6534), ou seja
5,225 g/l/h.
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Figura 8.4: Resíduos para a regressão LOLLBXII dos dados teor alcoólico.
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9 CONSIDERAÇÕES FINAIS

Verificou-se neste trabalho que a análise de sobrevivência é extremamente
abrangente, e tem uma gama de possíveis aplicações, assim, famílias que permitam obter ex-
tensões de distribuições existentes são importantes.

Neste sentido, propôs-se a distribuição Odd Log-Logística Burr XII (OLLB-
XII) que representa uma extensão da distribuição Burr XII (BXII) em que é adicionado um
parâmetro de forma.

Foram obtidas, diferentes propriedades matemáticas da distribuição OLLB-
XII ao representá-la como uma combinação linear da distribuição BXII, o que possibilita cal-
cular os momentos ordinários e incompletos e a função geradora de momentos.

Além disso, foram realizadas simulações de Monte Carlo para diferentes pa-
râmetros e tamanhos de amostras. Para os conjuntos de dados estudados foi possível observar
que ao comparar com sub-modelos e modelos não encaixados a distribuição OLLBXII obteve
um bom desempenho. Assim é possível afirmar que a nova distribuição pode ser considerada
uma alternativa para os modelos comparados neste estudo.

Foi proposto também um modelo de regressão de locação baseado na dis-
tribuição OLLBXII e uma aplicação a um conjunto de dados reais. Assim, comparou-se as
estatísticas AIC, CAIC e BIC do modelo proposto LOLLBXII com os modelos log-logístico,
e LBXII. Realizou-se análise de resíduos e construiu-se o envelope simulado para o modelo
proposto, demonstrando que o modelo LOLLBXII obteve um bom desempenho ao ajustar os
dados.

Para trabalhos futuros, pode-se propor outros tipos de modelos de regressão
utilizando a distribuição OLLBXII, como por exemplo, modelos de fração de cura e modelos
GAMLSS, além de aplicar conjuntos de dados de diferentes áreas de pesquisa.
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